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Özetçe —Faz kontrast optik mikroskopi hücrelerin canlı
ortamlarında zamana bağlı incelenmesi için tercih edilen görün-
tüleme yöntemidir. Bu yöntem ile elde edilen zaman serisi
görüntülerinde hücrelerin bölütlenmesi işi hücre biyolojisi araştır-
macılarının çözümüne ihtiyaç duyduğu emek yoğun ve zaman
alan bir iştir. Bu çalışmada faz kontrast optik mikroskopi za-
man serilerinde hücrelerin otomatik bölütlenmesi için geleneksel
görüntü işleme ve derin öğrenme temelli yöntemler önerilmiş
ve başarımları elle işaretlenmiş veri kümelerinde nicel olarak
ölçülmüştür.

Anahtar Kelimeler—faz kontrast optik mikroskopi, zaman serisi,
hücre bölütleme, derin öğrenme, SegNet.

Abstract—Phase contrast optical microscopy is a preferred
imaging technique for live-cell, temporal analysis. Segmentation
of cells from time series data acquired with this technique
is a labor-intensive and time-consuming task that cell biology
researchers need solution for. In this study traditional image
processing and deep learning based approaches for automated
cell segmentation from phase contrast optical microscopy time
series are presented, and their performances are evaluated against
manually annotated datasets.

Keywords—phase contrast optical microscopy, time series, cell
segmentation, deep learning, SegNet.

I. GİRİŞ

Son yıllarda gelişmiş mikroskop sistemlerinin yaygın-
laşmasıyla canlı hücrelerin belirli zaman aralıklarıyla be-
lirli bir süre boyunca mikroskop altında görüntülendiği çok
sayıda görüntü dizisi oluşturulmaya başlanmıştır. Bu görüntü
dizilerinden, hücre morfolojisine, polaritesine ve hareketine
dair önemli bilgiler elde edilmekte ve bu bilgiler embriyonik

gelişim, yara kapanması, kanser hücrelerinin metastatik özel-
likleri gibi bilimsel sorulara cevap olabilmektedir.

Canlı hücrelerin zamana bağlı görüntülenmesinde floresan
ve faz kontrast mikroskopi yöntemleri rutin olarak kullanıl-
maktadır. Floresan işaretli sinyalin zamanla kendiliğinden ya
da florışıldama bozulmasına (photobleaching) bağlı olarak
azalması, veri elde edilebilen deney süresinin kısa olması ve
normal ışık mikroskobunun floresan mikroskobuna göre daha
ucuz ve erişilebilir olması nedenleriyle, faz kontrast optik
mikroskopi avantajlıdır.

Faz kontrast optik mikroskopi zaman serisi görüntülerinde
hücrelerde oluşan morfolojik değişimlerin tespiti (örn. video
boyunca hücre sınırları işaretlenerek hacim değişimlerin be-
lirlenmesi) hücre biyolojisi araştırmacılarının ihtiyaç duyduğu
ancak emek yoğun ve zaman alan bir işlemdir. Görüntü işleme
yöntemlerinden faydalanılarak bu işlem kolaylaştırılabilir ve
hızlandırılabilir. Literatürdeki çalışmalar görüntü işleme yön-
temleri kullanılarak faz kontrast optik mikroskopi zaman ser-
ilerinde hücrelerin tespiti [1], sayılması [2], bölütlenmesi [3],
sınıflanması [4] ve takibi [5] gibi farklı problemlere odaklan-
mıştır.

Biz bu çalışmada faz kontrast optik mikroskopi zaman
serilerinde hücrelerin otomatik bölütlenmesi problemine odak-
lanmaktayız. Bu konuda literatürde yapılan çalışmaları his-
togram [6], sınır/bölge (edge/region) [7], morfoloji [8], aktif
çevrit (active contour) [8], [9], çizge ayırma (graph partition-
ing) [10], [11], sınıflandırma [12] ve seyrek matris ayrıştırma
(sparse matrix decomposition) [3] temelli olanlar şeklinde
gruplayabiliriz.

Literatürden farklı olarak çalışmamızda geleneksel görüntü
işleme ve derin öğrenme temelli olmak üzere iki farklı
bölütleme yöntemi önerilmiş ve bu yöntemlerin hücre978-1-7281-2420-9/19/$31.00 c©2019 IEEE
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bölütlemesi başarımları iki farklı faz kontrast optik mikroskopi
zaman serisinde ölçülmüştür.

II. KULLANILAN YÖNTEMLER

Bu bölümde çalışmada kullanılan veri kümeleri, geliştirilen
bölütleme yöntemleri ve bölütleme başarımının nasıl ölçüldüğü
anlatılmaktadır.

A. Faz Kontrast Mikroskopi Veri Kümeleri

Bu çalışmada her ikisi de uzman tarafından elle
işaretlenmiş iki farklı faz kontrast optik mikroskopi zaman
serisi kullanılmıştır (Şekil 1). Birinci veri seti 2013’ten
itibaren her sene düzenlenen Cell Tracking Challenge
(http://celltrackingchallenge.net/) yarışmasına ait polakrilamit
substratı üzerinde glioblastoma-astrocytoma U373 hücrelerinin
iki boyutlu zaman serisi görüntüleridir. Nikon mikroskop ve
Plan Fluor DLL 20x/0.5 objektifi kullanılarak 15 dakikada bir
696× 520 piksel (0.65µm× 0.65µm) boyutlu görüntüler elde
edilmiştir. Verinin ardışık olmayan toplam 34 zaman noktasına
ait uzman elle işaretlemeleri de orijinal görüntüler ile birlikte
paylaşılmıştır.

İkinci veri kümesi İzmir Yüksek Teknoloji Enstitütü
Moleküler Biyoloji ve Genetik Bölümü’nden sağlanmıştır.
Mezenkimal morfolojiye sahip invaziv meme kanseri hücreleri
(MDA-MB-231 hücre hattı) Olympus IX71 mikroskop ile
ısıtıcı tabla üzerinde 37◦C’de 40X büyütme ile 15 dakikada bir
görüntülenmiş ve 2568 × 1912 piksel (0.117µm × 0.117µm)
boyutlu görüntüler elde edilmiştir. Verinin ardışık olmayan
14 zaman noktasına ait görüntüsünde uzman elle işaretleme
yapmıştır.

B. Geleneksel Görüntü İşleme ile Bölütleme

Bu çalışmada hücrelerin mikroskopi resimlerinden
bölütlenmesi için kenar bulma ve morfolojik işlem temelli bir
geleneksel görüntü işleme yaklaşımı geliştirilmiştir. Öncelikle
resimlere Canny kenar bulma yöntemi uygulandıktan sonra
ayrık ve küçük kenarlar eşikleme ile yok edilir. Daha sonra
Bresenham çizgi algoritması [13] kullanılarak birbirine
yakın kenarlar birleştirilir ve kısa/küçük kenarlar yok edilir.
Son olarak dışbükey örtü (convex hull) yaklaşımıyla kenar
bölgeleri doldurulur ve bölütleme sonucu elde edilir.

C. Derin Öğrenme ile Bölütleme

Bu çalışmada geleneksel görüntü işleme ile bölütlemenin
yanısıra literatürde farklı bölütleme problemlerinde başarılı
sonuçlar veren kodlayıcı-çözücü tabanlı SegNet [14] derin
öğrenme mimarisinden faydalanılmıştır. Kodlayıcı kısmında
evrişim (convolutional), yığın normalizasyonu (batch normal-
ization), aktivasyon (ReLU) ve havuzlama (pooling) katman-
larından oluşan vgg16 ağı kullanılır ve resime boyut azaltma
uygulanır, çözücü kısmında ise kodlayıcı kısmındakilere ben-
zer katmanlar kullanılarak resmin boyutu tekrar artırılır. Çalış-
mada sırasıyla evrişim, havuzlama, evrişim, yukarı örnekleme,
evrişim ve softmax katmanlarından oluşan SegNet mimarisinin
uyarlanmış halinden faydalanılmıştır. 696×520 boyutlu girdi
görüntüsü, evrişim katmanlarında 3×3 boyutlu 64 süzgeç,
stochastic gradient descent with momentum eniyileştirici (op-
timizer), 0.001 başlangış öğrenme hızı ve 40 maksimum devir
(epoch) sayısı kullanılmıştır.

Çalışmada kullanılan veri kümelerinde farklı sayıda ve
derin öğrenme için yetersiz görüntü bulunmaktadır. Bu durumu
aşmak için veri kümelerine yansıtma, döndürme, ölçekleme ve
kaydırma işlemlerinden oluşan veri çoğaltma uygulanmış ve 48
görüntüden yaklaşık 3600 yeni görüntü elde edilmiştir.

SegNet ile 5-kat çapraz doğrulama uygulanarak elde edilen
bölütleme sonuçlarının iyileştirilmesi amacıyla disk şeklindeki
yapısal eleman kullanılarak açma (opening) ve aşındırma (ero-
sion) morfolojik işlemleri uygulanmıştır.

D. Bölütleme Başarımının Ölçülmesi

Geliştirdiğimiz bölütleme yöntemlerinin başarımını ölçmek
için Dice benzerlik katsayısı kullanılmıştır [15]. X ve Y
sırasıyla, uzmanın el ile yaptığı ve bir yöntem tarafından elde
edilen ikili bölütleme sonuçları olsun. Dice katsayısı

Dice(X,Y ) =
2|X ∩ Y |
|X|+ |Y |

(1)

olarak hesaplanır, [0, 1] aralığında değer alır ve iki sonucun
benzerliği artıkça katsayı 1’e yaklaşır.

Bu çalışmadaki derin öğrenme deneyleri Matlab 2019a
(i7 3.6GHz işlemci ve 32GB RAM’e sahip platformda)
sürümünde, diğer deneyler ise Python 3.6.3 (i7 2.0GHz işlemci
ve 8GB RAM’e sahip platformda) sürümünde gerçekleştir-
ilmiştir.

III. DENEYSEL SONUÇLAR

Geliştirdiğimiz yöntemlerin hücre bölütleme başarımlarını
iki farklı veri kümesine ait faz kontrast mikroskopi resim-
lerinde nicel ve nitel olarak değerlendirdik. Tablo I’de sunulan
nicel sonuçlara göre geleneksel yöntem CTC Yarışma verisinde
düşük başarım gösterirken IYTE verisinde en iyi başarımı
sağlamıştır. Derin öğrenme yöntemi ise her iki veri kümesinde
de benzer ve yüksek başarıma ulaşmıştır. Ayrıca derin öğrenme
ile elde edilen bölütleme sonuçlarının standart sapma değer-
lerinin geleneksel yöntem değerlerine göre daha düşük olduğu
görülmektedir, ki bu da derin öğrenme yönteminin daha gürbüz
olduğunu düşündürmektedir.

Şekil 2’deki görsel sonuçlara bakılacak olursa geleneksel
yöntemin bazen fazla bölütleme (over-segmentation, örneğin
soldaki iki sonuç) yaptığı ve bölütleme sonucu bulunan ob-
jelerin sınırlarının girintili-çıkıntılı hatlara sahip olduğu, buna
karşılık derin öğrenme temelli yönteminin yumuşak hatlı sınır-
lara sahip objeler bulduğu ancak bazen yetersiz bölütleme
(under-segmentation, örneğin soldan üçüncü sonuç) yaptığı ve
küçük, ayrık bölgeleri hatalı olarak hücre diye tanımlayabildiği
(örneğin sağdaki sonuç) gözlenmiştir.

Tablo I: Önerilen yöntemlerin iki veri setindeki ortalama ±
standart sapma Dice katsayıları cinsinden bölütleme başarım-
ları.

Veri Seti Önerilen yöntem
Geleneksel yöntem Derin öğrenme temelli yöntem

CTC Yarışma verisi 0.665±0.13 0.787±0.10
İYTE verisi 0.790±0.05 0.761±0.04

Derin öğrenme temelli yaklaşımın her iki veri kümesi
için de benzer başarımlara ulaşması, standart sapma değer-
lerinin geleneksel yönteme göre daha düşük olması ve veri
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Şekil 1: Glioblastoma-astrocytoma U373 hücrelerinden oluşan CTC Yarışma verisi (üst) ve meme kanseri MDA-MB-231
hücrelerinden oluşan İYTE verisinin farklı zaman noktalarına ait örnek görüntüleri.

Şekil 2: CTC Yarışma verisi (sol baştan üç sütun) ve İYTE verisinin üç farklı zaman noktasına ait örnek bölütleme sonuçları.
Yukarıdan aşağıya satırlar orijinal görüntüyü, uzman elle işaretlemesini, geleneksel yöntem ile bölütleme sonucunu ve derin
öğrenme ile bölütleme sonucunu gösterir. Bölütleme sonuçlarının Dice benzerlik katsayıları resimlere giydirilmiştir.

miktarı artıkça başarımının artacağı öngörüsü sebebleriyle faz
kontrast mikroskopide hücre bölütleme problemi için ümit
verici olduğu düşünülmüş ve ilave deneyler yapılmıştır. Bu
çalışmada veri çoğaltma işlemiyle her iki veri kümesinin
eşit sayıda resme sahip olması ve derin öğrenme yönteminin
tarafsız eğitilmesi sağlanmıştır. Verinin çoğaltılmadığı yani
derin öğrenme yönteminin orijinal veri kümeleri ile eğitildiği
durumda bölütleme başarımının yaklaşık %7 düştüğü, de-
rin öğrenme sonrası morfolojik işlemlerin uygulanmadığı du-
rumda da başarımın %5-10 azaldığı gözlenmiştir. Bu gözlem-
leri destekleyen örnek görsel sonuçlar Şekil 3’te sunulmuştur.
Bu görsel sonuçlarda da görüldüğü üzere veri çoğaltmanın
uygulanmadığı durumda derin öğrenme yaklaşımı birçok
küçük boyutlu bölgeyi hatalı bir şekilde hücre olarak işaretle-
mekte ve bu hatalı bölütlemeler takip eden morfolojik işlemler
ile tamamen temizlenememektedir. Buna karşılık veri çoğaltma
sonrası derin öğrenme sonuçları görsel olarak daha tatmin
edicidir. Bu gözlem başarılı hücre bölütlemesi için elimizdeki

sınırlı sayıdaki verinin veri çoğaltma uygulanarak zenginleştir-
ilmesinin gerekli olduğunu düşündürmektedir.

IV. VARGILAR

Bu çalışmada faz kontrast mikroskopi zaman serilerinde
hücrelerin otomatik bölütlenmesi için geleneksel görüntü
işleme ve derin öğrenme temelli yöntemler önerilmiş ve bu
yöntemlerin başarımı iki farklı veri kümesinde ölçülmüştür.
Derin öğrenme yönteminin her iki veri kümesinde de benzer
yüksek başarımlara ve daha düşük standart sapma değerlerine
ulaştığı için daha gürbüz olduğu ve dolayısıyla söz konusu
problem için ümit verici olduğu gözlenmiştir.

Gelecek çalışmalarda veri kümesinin genişletilmesi ve
bölütleme başarımını en iyileyen derin öğrenme parametreleri
ile morfolojik işlemlerin araştırılması hedeflenmektedir. Nihayi
amacımız faz kontrast optik mikroskopi zaman serilerinde
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Şekil 3: CTC Yarışma verisine ait bir görüntüde örnek derin öğrenme bölütleme sonuçları. Dice benzerlik katsayıları resimlere
giydirilmiştir.

hücrelerin morfolojik değişimlerinin tespiti için görüntü işleme
temelli çözümler geliştirmektir.
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