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Diziden Diziye Modeli ve MIDI Miizik Ver1 Tabani
Kullanimiyla Gergekei Bir Davul Esligi Ureteci

A Realistic Drum Accompaniment Generator Using
Sequence-to-Sequence Model and MIDI Music
Database
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Ozetce— Bu c¢alismada, Miizik Enstriimanlar Dijital
Arabirimi (MIDI) formatinda verilen miizik parc¢alarinin davul
kisimlarimin yapay zeka ile yeniden yorumlanmasi ve/veya
eklenmesi gerceklestirilmektedir. Bunun i¢in diziden diziye
(Sequence-to-Sequence) 6grenme yontemi ve Kodlayici-
Kodg¢oziicii (Encoder-Decoder) Uzun Kisa-Vadeli Bellek (LSTM)
yapay sinir ag1 modeli kullamlmistir. Bu yapay sinir agimin
o0grenmesini gelistirmek icin oOgretmen zorlama (Teacher
Forcing) yontemi kullamlmistir. Yeni davul kisimlarin
iiretiminde ise, sicakhk orneklenmesi kullamlarak orneklerin
Kkalitesi ve orijinalligi gelistirilmistir. Onerdigimiz yontem
karmasikhigi ayarlanabilen yiiksek kalitede davul esligi
iiretmektedir.

Anahtar Kelimeler—MIDI, dizi-dizi, kodlayict ve kodg¢oziicii,
uzun-kisa vadeli bellek, ogretmen zorlama, sicaklik orneklenmesi,
otonom miizik esligi

Abstract— In this work, artificial intelligence reinterpretation
and/or addition of drum parts for musical pieces supplied in
Musical Instruments Digital Interface (MIDI) format, have been
carried out. To achieve this, Sequence-to-Sequence learning
method and Encoder-Decoder Long Short-Term Memory
(LSTM) artificial neural network model have been used. In order
to improve training of this neural network, teacher forcing
method was utilized. In the generation of new drum parts, the
quality and the originality of the samples were improved by using
temperature sampling. Our proposed method produces high
quality drum accompaniments with adjustable complexity.

Keywords—MIDI, sequence-to-sequence, encoder and decoder,
long-short term memory, teacher forcing, temperature sampling,
autonomous music accompany

1. Giris

Yapay zeka ile miizik iiretmek igin c¢esitli yontemler
kullanilmigtir. Bu yontemlerde, sadece yapay sinir agt yapisi
degil, ayn1 zamanda miizigin hangi formatta islendigi, 6n

978-1-6654-5092-8/22/$31.00 ©2022 IEEE

isleme teknigi, vb. gibi miizigi temsil edebilecek her tiirlii bilgi
ve farkli yap1 6nemli rol oynamaktadir [1].

[lk olarak gergekgi bir sekilde miizik iiretimi LSTM yapay
sinir ag1 kullanilarak baslamistir. Dougles Eck ve Jiirgen
Schmidhuber RNN (Recurrent Neural Network) yapisindan
yola c¢ikmis fakat bu yapmin birbirinden uzak olaylarin
iligkisini kurmakta basarisiz oldugundan LSTM kullanmislardir
[2]. Daha sonra ¢ift eksenli LSTM modeli, polifonik miizik
iretmek icin kullanilmigtir. Bu yaklagim nicel ve nitel olarak
basarili sonuglar vermistir [3]. Giiniimiizde, basaril bir sekilde
kullanilan miizik yaratma algoritmalarin basinda MuseGAN
gelmektedir. MuseGAN, cekismeli iretici yapay sinir ag1
(GAN) modeli hem sembolik miizik {iretmek i¢in hem de eslik
etmek icin kullanilmiglardir [4]. Bu yapida, miizik barlar
halinde almmig ve yapay sinir ag1 bu sekilde egitilmistir.
Bunun yan1 sira, ayni yapay sinir ag1 modeli, polifonik miizik
iretmek icin kullanilmugtir [5]. MuseGAN’in basarisina
ragmen, bu calismamizda MuseGAN yerine, bir miizik pargasi
icerisindeki spesifik bir enstriimana uygun melodiler iiretmek
icin dizi-dizi kodlayic1 ve kod¢oziicii LSTM yapay sinir agi
modelinin kullanimi tercih edilmistir.

Miizik verisi yapt bakimdan bir zaman serisidir. Dizi-dizi
LSTM yapay sinir ag1i modeli zaman serileri igin iyi
performans veren bir modeldir. Bu model ile gelistirilmis olan
makine ¢evirileri ve sohbet robotlari en ¢ok bilinen
uygulamalardandir. Dizi-dizi yapay sinir aglari, sabit boyutlu
bir girig dizisini alarak ¢ok katmanli LSTM’den gegirir. Daha
sonra buradan ¢ikan vektorii kullanarak, hedef dizinin kodunun
¢oOziilmesi i¢in baska bir ¢ok katmanli LSTM kullanilir [6]. Bu
yapay sinir ag1 modeli, makine terciime alaninda hem kelime
kelime terciimanlikta hem de harf harf terclimanlikta oldukca
yaygin bir sekilde kullanilmig ve olumlu sonuglar vermistir [7].
Bunun diginda ayn1 model, videolar1 metne ¢evirmek igin de
kullanilmistir. Bunu yapmak i¢in giris olarak her videonun



kareleri alinmig ve ¢ikis olarak bunlara karsilik gelen metinler
kullanilmigtir [8].

Bilgisayar ortaminda otonom miizik {iretmenin baslica
zorlugu, kurallar1 ve beklentileri karsilamanin yaninda miizigin
yaratict bir sekilde tiretmek ve yapaylik hissettirmemektir.
Dinleyicinin miizigi dogal ve akici olarak hissetmesi gerekir.
Bu sebepten dolayi, miizigin dogasini anlamak ve bunu dogru
bir sekilde islemek o©nemlidir. Bu hedefimizin 1s181nda,
¢alismamizda, bir miizige eslik etmesi i¢in dizi-dizi yapay sinir
ag1 modeli kullanilarak, davul enstriimanina ait nota ve nota
vurus hizlan iretilmistir. Yapay sinir agimmiz, farkli miizik
tiirleri ile egitilmis ve bunun sonucu olarak bu miizik tiirlerinin
ozelliklerini barndiran davul kisimlart elde edilmistir. Bunun
yan1 sira, tdretilen davul enstriimanlarinin  karmasikliklar
sicaklik drneklenmesi ile ayarlanabilmektedir. Bu sayede davul
performansinin kullanicinin tercih ettigi seviyede one ¢ikmasi
saglanmistir.

II. MIDI DAVUL ESLiGi YAPAY SINiR AGI

Bu projede kullanilan yapay sinir ag1 dizi-dizi yapar sinir
ag1 olarak ve veri formati MIDI formati olarak secilmistir.
Yapay sinir agma giris dizisi olarak veri kiimesi igerisindeki
miiziklerdeki enstriiman notalar1 verilmis ve bunlari takip eden
davul notalan ise ¢ikis dizisi olarak verilmistir. Bu sayede
yapay sinir aginimn bu enstriimanlar arasindaki etkilesimi
Ogrenmesi saglanmistir. Bununla kalmayip, yeni sarkilar i¢in
iiretilecek davul kisimlarimin daha az robotik hale getirmek
i¢in, ayni islem notlarin vurus hizlart i¢in de kullanilmugtir.
Takip eden figiirde, yapilan projenin egitim ve iiretim akis
semalar1 gosterilmektedir.
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Sekil. 1. Yapay Sinir Ag1 Egitim ve Uretim Akis Semalart

A. MIDI Formati

MIDI formati, miizigin bilgisayar ortaminda tanimlanmasi
i¢in kullanilan dijital bir formattir. Bu format miizik ile ilgili
notalarin baslangi¢ ve bitis siirelerini, ¢alinan notanin hangi
enstriimana ait oldugunu, ritmini, nota degerlerini, notalarin
vurus hizlarini, vb. verileri kapsamaktadir. Bu format
igerisinde, yapay sinir agini egitmek i¢in notalarin degerleri,
vurus hizlart ve enstriiman bilgileri kullanilmistir. Nota ve

vurus hiz degerleri, 0 ile 127 arasindaki biitiin tam sayilarla
tanimlanmaktadir. Ayristiritlmis bir midi verisindeki 6rnek
girdiler tablo 1’de gosterilmistir.

TABLO I. AYRISTIRILMIS MIDI VERiSi ORNEGi

Start End Pitch ID-Instrument Velocity
0.000 0.250 49 0-Drum 30
0.000 0.250 38 0-Drum 105
0.000 0.250 64 30-Distortion Guitar 109
0.000 2.000 66 33-Electric Bass Guitar | 95
0.000 2.000 67 30-Distortion Guitar 95
0.000 2.000 72 30-Distortion Guitar 95
0.000 2.000 33 30-Distortion Guitar 95
0.250 0.375 58 30-Distortion Guitar 95
0.250 0.500 38 0-Drum 109
0.250 0.500 42 0-Drum 109
0.375 0.625 61 30-Distortion Guitar 95
0.500 0.625 38 0-Drum 109

B. Veri On Islemesi

Onceden de bahsedildigi iizere projedeki ana amacimiz;
davulun verilen bir miizige gercege yakin bir sekilde eslik
etmesi oldugundan, MIDI verisinde bizim i¢in 6nemli olan
bilgiler enstriiman cinsi, nota degerleri ve nota vurus hizlaridir.

Enstriiman bilgisi kullanilarak, giris (1) ve c¢ikis (2)
matrisleri olusturulmustur. Yapay sinir agia giris olarak davul
haricindeki biitiin enstriimanlara ait olan nota degerleri ve nota
vurus hizlar1 alinmig, davul enstriimanina ait olan nota
degerleri ve nota vurus hizlar1 ise ¢ikis bilgisi olarak
kullanilmustir.

Bu dizilerin uzunlugu belli bir periyot ile alinmigtir.
Deneme yanilma ydntemi ile bu periyot 20 Ornek olarak
belirlenmistir. Eger, giris verimizde periyottan daha az 6rnek
varsa, bu dizinin sonuna sifir dolgulamasi yapilarak 6rnek
sayist 20’ye tamamlanmustir. Bu matrislerdeki siitun sayimiz
periyodu; satir saymmiz ise veri kiimemizden her birinin
uzunlugu 20 olan toplam dizi sayimizi temsil etmektedir.

64 - 0 109 - 0
notes;, = [ - l ,vely, = [ : l )
4‘2 te 40 MxN 105 * 0 MxN
49 ... 47 30 - 0
notesyy: = [ R l yvely,: = [ A )
56 - 0 dpxn 90 -+ Olyun

Matrislerindeki (i, j) konumunda,

i: O andaki, nota veya vurus hiz1 degerini,
Jj: Ornegin periyot icindeki konumunu,
ifade etmektedir.
Verilerimizi, yapay sinir aginda kategorik bir sekilde
egitmek amaciyla bir degisken kodlamasi yapilmstir. II. A’da
belirtildigi gibi nota degerleri ve nota vurus hizlar1 0 — 127
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arasinda deger almaktadir. Bu yilizden toplam kategori sayimiz
128 adettir.

C. Yapay Sinir Ag1 ile Egitim

Bu ¢alismada, yapay sinir ag1 modeli olarak, terciime
alaninda da c¢okg¢a kullanilan dizi-dizi kodlayict — kodg¢oziicii
yapay sinir ag1 modeli kullanilmistir. Bu modeli segmemizdeki
baslica neden, buradaki problemin, yontemin bagarilt oldugu
terciime problemine olan benzerligidir.

Modelimizde  ayrica  Ogretmen  zorlama  yOntemi
kullanilmigtir. Bu yontemde, egitim asamasinda kodgoziictiniin
drettigi  ¢ikist  kullanmasi  yerine, Onceki asamada
beklenen/istenilen gercek ¢ikisi kullanmasi saglanir.

Egitim sirasinda, eniyileme islevi olarak “Adam”

kullanilmig ve ogrenme oranimiz 0.001°den baslatilmistir.
Algoritmanin 6grenme hizini artirmak, agin 6grenme siirecini
kolaylastirmak ve minimum yitime yakinsamasini saglamak
icin Ogrenme hizi [9]’da oldugu gibi kademeli olarak
azaltilmastir.
Kullandigimiz  yapay sinir
asagidaki gibi siralanabilir:

agmin ¢alisma adimlart

Adim 1. Kodlayiciya girig vektorii (x;) verilir.
x, = [64 66 67 72 33 .. 0 0 0] (3)

Adim 2. Kodlayict bu vektorii (3) kullanarak,
kendisine ait baglam vektorleri olan h ve ¢’yi
(4) olusturur.

h,c = LSTM(x,) )

Adim 3. Kodgdziiciiye istenilen/beklenilen  gergek
¢ikis bir zaman adimi kaydirilarak ve basia
6zel “BASLA” komutu anlamina gelen isaret
konarak verilir. Bizim 6rnegimizde (sekil 2)
ve denklem 5’te, bu “BASLA” komutu sifir
rakami ile temsil edilmistir.

Not: Dizi bagindaki sifir rakami “BASLA”
komutuna denk gelirken, dizi sonundaki sifir
rakamlar1 dolgulama i¢in kullanilmiglardir.

Yrear, = [0 49 3838 42..0 0 0] (5

Adim 4. Kodcozicli, kodyazicidan ¢ikan baglam
vektorlerini  kullanarak (4) ve beklenilen
girigteki dizi elemanlarm1 (5) sirasiyla, bir
sonraki dizi elemani ¢ikisi olarak verir. Bunu
yaparken aktivasyon fonksiyonu olarak
“diizgeli  ustel fonksiyon (softmax)”
fonksiyonunu kullanir.

Yprea, = Sof tmax (LSTM( Vreatp Mo c))(6)

Adim 5. Bu islem, ¢ikis dizimiz tam bir periyot kadar
uzunlukta oluncaya kadar veya sifir rakamini
buluncaya kadar devam eder.

Model bu veri kiimesindeki biitiin dizileri tek tek giris
olarak, agirlik matrislerini her epokta giinceller. Agirlik
matrislerini  gilincellemek i¢in yitim fonksiyonu olarak
kategorik ¢apraz entropi kullanilmaktadir.

Gizyazia Giris Dizisi Gizebziicii Giris Dizisi

[64 66 67 72 33 .. 0 0 0] [0 49 38 38 42 .. 0 0 0]

LSTM Baglam Vektorleri
(h, c)

LSTM Gizyazici

LSTM Gizgoziici

[49 38 38 42 38 ... 0 0 0]

Sekil. 2. Yapay Sinir Ag1 Kodyazic1 —Kodg6ziicii Egitim Modeli

D. Yapay Sinir Ag1 ile Uretim
Yeni pargalart liretmek igin, daha oOnceden egittigimiz
modelin agirlik matrisleri kullanilir. Davul eklenmesi istenilen
sarkinin, nota ve nota vuruslar giris olarak kullanilir. Yapay
sinir ag1, yeni bir ¢ikis tiretmek i¢in her kategorinin olasiligimin
bulundugu bir vektdr Z = (z4, 2y, ..., Z,) olusturur. Denklem 7
kullanilarak, bu vektoriin her bir elemani, igerisindeki diger
elemanlarla karsilastirilarak ve esiksiz en biiyiik islevinden
gegirilerek, yeni bir olasilik vektérii olan ¢ = (qq, gz, -, Gn)
vektoriinii olusturur.
e’
%—W (7)

Bu yontem sorunsuz bir sekilde ¢alismakla birlikte ¢ikis
olasilik degerlerimiz ¢ok biiyliik oldugunda, yapay sinir agi
kendine ¢ok giivenir ve hep dogruyu bulduguna inanir. Bunun
sonucu olarak hep kendini tekrarlayan, gercege uzak olan ve
ilging olmayan diziler elde edilir.

Bu durumun iistesinden gelmek igin sicaklik drneklenmesi
kullanilmustir. Standart  bir  teknik  olan  sicaklik
orneklenmesinin asil amaci {retilen Orneklerin  kalitesini
arttirmaktir. Bunu gerceklestirmek i¢in, ¢ikisin olasilik
dagilimlarin1 degistirmeye yarayan sicaklik parametresi “T”
kullanilir. Bu sayede kendini tekrarlamayan, benzersiz ve ilging
sonuglar elde edilir. Sicaklik o6rneklenmesi i¢in [10]’da
onerildigi gibi, (7)’ye “T” parametresi eklenmis ve (8)
icerisinde kullanilmistir.

o)
9=z

Zj e(T)

Sicaklik parametresi, projemizde karmasiklik degeri olarak
kullanilmugtir. Uretilen pargalarin karmasikhik degeri, sicaklik
parametresi T=1 segilirse; daha karmasiklig1 az, kendini tekrar
eden davul dizileri iiretirken, bu deger 0’a yaklastikca daha
benzersiz ve 6zgiin davul dizileri olugturmaktadir.

®

Yapay sinir aginda iretilen notalarmn uygunlugu, kontrol
edilmesi igin uygunluk testinden ge¢mektedir. Uygunluk testi,
bizim  olusturmus oldugumuz ve davulun robotik
hissettirmemesi igin yapilan bir testtir. Bir insan, davul
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calarken iki kolu ve iki ayag sayesinde maksimum dort
uzvunu ayni anda kullanabilir. Bu sebepten &tiirii eger {iretilen
dizinin uzunlugu dortten fazlaysa, bu kosula uyan ilk dort nota
almir. Bir dizide, eger ayni zaman cergevesinde iki adet ayni
nota veya ikiden fazla ayni uzvun kullanilmasi gereken notalar
varsa, bu notalar goz ardi edilir.

III. SONUCLAR

Bu calisma kapsaminda; yapay sinir ag1 kullanarak blues,
caz, hiphop-rap, pop, rock ve bu tiirlerin hepsinin bir arada
bulundugu shuffle veri kiimelerinin kullanimiyla davul sesi
dretilmistir. Bunun sonucu olarak, kullanict davul eklemek
istedigi parca i¢in, istedigi miizik tiirlinii se¢ebilir ve bu miizik
tirtiniin etkilerini gorebilir. Bu sayede, kullaniciya farkli
deneyimler ve segenckler sunulmasi hedeflenmistir.

Yapay sinir agimizin, 200 epok ve 64 parti boyutu ile
egitimi saglanmigtir. Her bir veri kiimesi ve {i¢ farkli
karmasiklik degeri kullanilarak, egitim veri seti igerisinde
bulunmayan bir MIDI dosyast {izerindeki sonuglarina,
kaynaklar kisminda belirtilen soundcloud baglantis1 [11]
araciligiyla ulasilabilmektedir.

Takip eden grafiklerde, yapay sinir agimizin yinelemeye
karst yitiminin, dogrulugunun ve eniyileme degerinin nasil
degistigini gosterilmektedir.
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Sekil. 3. Nota ve Nota Vurus Hiz1 Yitiminin Yinelemeye Kars1 Grafikleri
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Sekil. 4. Nota ve Nota Vurus Hizt Dogrulugunun Yinelemeye Karsi Grafikleri
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Sekil. 5. Eniyileme Degerinin Yinelemeye Karsi Grafigi

Caligma sonucunda, hedeflenen gergek¢i sonuglara
ulasilmig olsa da, kullanilmakta olan yapay sinir ag1 daha da
gelistirilebilir. Bunun i¢in oncellikli olarak, veri kiimesinin
periyot sayist ve veri kiimesinin boyutu ve periyot sayisi
arttirilarak yitim daha da diisiiriilebilir. Bunun yani sira,
iiretilen miizigi daha da gercekci yapmak amactyla, notalarin
zamanlamalar1 giris olarak veya yardimci giris olarak
kullanilabilir.
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